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Complejidad en redes neuronales - retropropagación

Complexity in backpropagation neural networks

Vargas Sánchez Germán Gonzalo

Resumen

    ste artículo muestra una forma para aplicar el 
concepto de complejidad a redes neuronales 
artificiales, particularmente a las que utilizan 
el método backpropagation. Apoyados en 
el principio hologramático del pensamiento 

complejo se encontró un método para preparar los datos de 
entrada a la red neuronal de acuerdo con los valores esperados 
de las salidas, separando los datos en dos conjunto los cuales 
tienen como patrones de entrenamiento el promedio de cada 
conjunto de datos.

Palabras Clave: redes neuronales artificiales, retropropaga-
ción, complejidad.

Abstract

    his article shows a way to apply the concept of 
complexity to artificial neural networks, parti-
cularly those that use the backpropagation 
method. Supported by the hologrammatic 
principle of complex thinking, a method was 

found for preparing input data to the neural network according 
to the expected values of the outputs, separating the data into 
two sets which have the training average as a set. of data
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Introducción
Se pretende mostrar que los modelos predictivos arrojados 
por las redes neuronales artificiales presentan algunas 
falencias y se propone buscar una forma para lograr mejorar 
la predicción utilizando conceptos de complejidad en los 
datos de entrenamiento de las redes neuronales. [1] [2]

Hoy en día existen varias formas y métodos que permiten preparar 
los datos de entrenamiento de las  RNA (Redes Neuronales Artifi-
ciales), sin embargo no existe un método que sea estandarizado y 
la predicción arrojada por las RNA muestran falencias al no lograr 
predecir datos que ocurrieron. [3] [4] [5] [6] [7]

Desde el paradigma de la complejidad, se hace un análisis 
del comportamiento de las redes neuronales artificiales, 
aplicando el método backpropagation, que incluye 
una descripción del método y una investigación de su 
comportamiento al iterar una red neuronal con datos que 
posean elementos de complejidad.[8] [9] [10] [11]

Las redes neuronales artificiales deben ser abordadas por 
la investigación desde el paradigma de la complejidad y 
no desde el paradigma simplificante, pues actualmente 
se descartan y desechan datos, lo cual no debería ocurrir 
si los datos poseen elementos de complejidad. Se reali-
zará un análisis en diferentes escenarios mediante la 
experimentación con el uso de datos de entrenamiento 
azarosos versus datos que poseen elementos de comple-
jidad. Para Saber cómo están distribuidos los datos que se 
ingresan a una red neuronal, se utilizó la técnica de PCA 
(Análisis de Componentes Principales).

Suponga que se ha realizado un análisis de una situación 
la cual posee n dimensiones. Además se ha clasificado 
su salida en dos clases, los datos con salida color rojo y 
los datos con salida color azul. Para poder conocer como 
están distribuidos los datos de n dimensiones, se recurrió 
a la técnica mencionada y se obtienen datos, puede ser en 
dos dimensiones, como los mostrados en la Figura 1. que 
dan una idea de la distribución de los datos.

El problema del método backpropagation por el cual la predic-
ción no es acertada en algunos casos, se debe a que los datos 
de entrenamiento de la RNA son al azar. Suponga que se ha 
escogido como dato de entrenamiento para los azules, el dato 
que se encuentra muy alejado del resto de los datos. (Observe 
la Figura 1). Esto no da garantía de una buena predicción.

Figura 1. Distribución de los datos. Técnica utilizada PCA

Para el desarrollo de esta investigación se buscó y encontró 
un método que garantiza que los datos de entrenamiento de 
la red sean complejos. Esto se logró aplicando un algoritmo 
aritmético entre los datos a modelar. Posteriormente se utilizó 
el resultado obtenido, como datos que hacen parte de la capa 
de entrada y que sirven de datos de entrenamiento para la red.

Metodología
1. Se revisó el funcionamiento del algoritmo backpropa-

gation.

2. Se comprendió la forma como se ejecuta el algoritmo

3. Se realizaron tres (3) experimentos  en las mismas 
condiciones, es decir, con la misma cantidad de 
neuronas en la capa de entrada y con la misma tasa 
de aprendizaje.

4. Para cada uno de los experimentos se realizó lo 
siguiente:

• Se estandarizaron los datos de entrada y se 
ejecutó la red neuronal.

• Se estandarizaron los datos por grupos y se 
ejecutó la red neuronal.

5. Se ejecutó cada experimento utilizando el método 
tradicional y el método complejo producto de esta 
investigación.

6. Se compararon los datos de los experimentos 
contrastando para cada caso el método tradicional 
vs el método complejo.
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Desarrollo

La hipótesis
Al aplicar elementos de complejidad en los datos de entrada 
de una red neuronal que utiliza el método backpropaga-
tion, el modelo predictivo arrojado por la red, mejora.

El problema
¿De qué forma es posible aplicar el concepto complejidad 
a las redes neuronales artificiales para lograr analizar el 
comportamiento de los modelos predictivos producidos 
por el método backpropagation?

Método tradicional
En este método los valores de entrenamiento de la red 
neuronal utilizando el algoritmo backpropagation son 
seleccionados al azar, de esta forma es posible que el 
modelo de predicción construido por la red, deseche 
datos reales y no haya una predicción total de los datos.
[12] [13] [14] [15] [16].

Método con elementos  
de complejidad
La forma o método que se propone para establecer y garan-
tizar que los datos de entrada de la red neuronal no son al azar, 
sino complejos, consiste en relacionar los datos por grupos, 
de acuerdo con los valores de salida. La relación se hace a 
través de los valores promedio de cada grupo. Estos serán los 
nuevos valores de entrenamiento para la red neuronal. Debe 
tenerse en cuenta el tamaño de la muestra, incluyendo los 
valores de entrenamiento, los cuales son aproximadamente 
el 10% de la totalidad de los datos, que es lo sugerido por el 
método backpropagation. [15] [16] [17]

Se utiliza la técnica de PCA para mostrar la distribución 
de los datos una vez aplicada la forma antes mencionada. 
Observe que los triángulos de cada color son los nuevos 
datos de entrenamiento para la RNA.

Observe que estos nuevos datos de entrenamiento tienen 
relación con los datos del grupo al cual pertenecen; los 
datos representados con el triángulo azul, son los repre-
sentantes de los datos con color azul, lo mismo ocurre en 
el caso de los datos con color rojo.

Figura 2. Distribución de los datos, incluyendo los nue-
vos datos de entrenamiento para la RNA.

Con esto quedan preparados o listos los datos de entre-
namiento para la RNA, garantizando que los datos de 
entrada a la red no son al azar sino complejos. En la 
Figura 3, puede observarse el flujo del proceso para el 
método descrito anteriormente.

Figura 3. Diagrama de Flujo. Método con elementos de 
complejidad
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Inicio

Fin

Empezar con unos pocos sinápticos cualquiera 
(geenralmente elegidos al azar).

Seleccionar datos de entrenamiento complejos 
(relacionando los datos por grupos de acuerdo con 

la salida esperada).

Dejar que la red que genere un vector de datos de 
salida (propagación hacia adelante).

Cálculo de error entre salida de la red y la deseada. 
Ajustar los pesos sinápticos de las neuronas de la 

capa de salidas.

El error se propaga hacia atrás (back-propagation), 
hacia la capa de neuronas anterior, y se usa para 

ajustar pesos

Se continua propagando el error hacia atrás y 
ajustando los pesos hasta que se alcance la capa 

de entradas.

El error está con valores tolerables.
No

Si



12 ¦  Revista de Tecnología ¦ Journal of Technology ¦ Volumen 16 ¦ Número 1 ¦ Págs. 9-14

Vargas Sánchez Germán Gonzalo

La función de transferencia utilizada para la investiga-
ción fue la Sigmoide, descrita como: Z

e
1

1 n1 1
=
+ −

, donde 
n W Z W Z W 1

1 12 2 13 3 14( )= + + +

Resultados
• Se encontró una forma para que el método back-

propagation mejore la predicción, utilizando 
el concepto de complejidad entre los datos. El 
concepto de complejidad entre los datos se obtiene 
cuando por cada salida se calcula el valor promedio 
de los datos de entrada, creando una relación para 
cada conjunto de datos. Estos valores promedios 
serán los nuevos valores de entrenamiento de la red.

• Se muestran tres experimentos donde se comparan 
los métodos tradicional vs complejo, producto de la 
investigación realizada.

Los experimentos realizados fueron:

• Experimento financiero

• Experimento colegios

• Experimento diabetes

El experimento financiero
• Consiste en construir un modelo de predicción para 

saber si una empresa quebrará o no. Las dimensiones 
o variables que se utilizaron fueron:

X1: (flujo de caja)/(deuda total)

X2:(ingreso neto)/(total de activos)

X3:(activoscorrientes)/(pasivos corrientes)

X4:(activos corrientes)/(ventas netas)

Grupo 1: Empresas en bancarrota

Grupo 2: Empresas sanas financieramente

Los datos fueron tomados del ejemplo realizado por la 
Universidad de Buenos Aires, en Argentina ( Johnson & 
Wichern, 1988, pág. 263).

Experimento colegios
Se realizó un análisis en 20 colegios de Bogotá, con el 
objetivo de detectar la perdida académica del año escolar, 

para lo cual se tomaron como datos de entrada a la red 
las siguientes variables:

X1: Cantidad de profesores / la cantidad de alumnos,

X2: Número de materias perdidas / Número de mate-
rias totales.

X3: Número de fallas / Número de días.

X4: Número de estudiantes que almuerzan / Número 
total de estudiantes.

X:5 Número de estudiantes que están remitidos a psico-
logía/Número total de estudiantes

El dato de salida hace referencia para cada colegio, si más 
del 10% de los estudiantes de cada colegio pierde el año; 
siendo el valor cero (0) si perdió el año y el valor uno (1) 
si no lo pierde.

Experimento diabetes
Hace referencia a datos de 768 pacientes de indígenas 
Pima cuyo objetivo es construir un modelo de predicción 
para saber si las pacientes presentan signos de diabetes o 
no. Los datos se encuentran distribuidos en dos grupos. 
El grupo cero (0) corresponde con las pacientes que no 
presentan signos de diabetes y el grupo uno (1) con las 
pacientes que si presentan signos de diabetes.

Las variables utilizadas fueron:

Preg: Número de veces que ha estado embarazada

Plas: Concentración de glucosa de plasma unas

Pres: Presión arterial diastólica (mm Hg)

Skin: Grosor del pliegue cutáneo (mm)

Insu: Nivel de insulina (mu U / ml)

Indice de masa corporal (peso en kg / (altura en metros) ̂  2)

Pedi: Función de la diabetes pedigrí

Age: Edad en años

La fuente de los datos es: Instituto Nacional de Diabetes 
y Enfermedades Digestivas y Enfermedades del Riñón. El 
donante de la base de dato es: Vicente Sigillito (vgs@
aplcen.apl.jhu.edu).
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• Al ejecutar la red neuronal utilizando el método 
backpropagation con elementos de complejidad 
en los datos de entrada para cada uno de los expe-
rimentos mencionados, la predicción arrojada por 
la red mejora, respecto a si los datos de entrada 
se seleccionan al azar. Los resultados se pueden 
observar en la Tabla 1.

Tabla 1. Resumen de resultados de los experimentos, 

Tradicional vs. Complejo.

 Experimento
 Predicción con 
datos de entrada 

azarosas

Predicción 
con datos con 
complejidad

Financiero 97,6% 100%

Colegios 94,4% 100%

Diabetes 76% 99,3%

Conclusiones
Una de las formas para incluir elementos de complejidad 
en los datos de entrada de una red neuronal, es calcular 
los valores promedio de los datos de entrada por grupos, 
de acuerdo con el valor de la salida deseado e incluirlos 
como patrones de entrenamiento de la red.

Otra forma en la cual se pueden aplicar elementos de 
complejidad a las redes neuronales es a través del 
método de “Normalización de os datos”, puesto que rela-
ciona cada uno de los datos de la red con el promedio 
del total de los datos, así como de la desviación estándar.

Al realizar una variación al método de “Normalización 
de los datos”, realizando la normalización por grupos 
de acuerdo con la salida esperada, la predicción arrojada 
por la red mejora considerablemente y el modelo predic-
tivo converge más rápidamente hacia la salida deseada.

Con respecto a la hipótesis de esta investigación, se afirma 
que al utilizar elementos de complejidad en los valores 
de entrenamiento de una red neuronal los valores de los 
pesos utilizados para el cálculo de las salidas, convergen 
más rápidamente hacia el valor deseado.

Los datos de entrenamiento de una red neuronal deben 
ser pre-procesados y poseer elementos de complejidad 

para obtener mejor rendimiento y predicción en la red 
que si se escogen al azar. Es posible obtener una muy 
buena predicción  de los datos, en redes neuronales 
si se utilizan elementos de complejidad en los datos 
de entrenamiento.
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